Dostarczanie
oprogramowania w erze
sztucznej inteligencji

Perspektywa Sii na skalowanie Al i agentéw w cyklu wytwarzania
oprogramowania



Streszczenie

Sztuczna inteligencja jest juz integralna
czescig dostarczania oprogramowania. Nie
wszedzie, nie rwnomiernie i nie zawsze z
jasno widocznymi rezultatami - ale kierunek
jest juz jasny. Al przestaje by¢ narzedziem
wspomagajacym prace pojedynczych
deweloperdw i staje sie integralng czescia

systemu dostarczania oprogramowania.

Ten raport przeznaczony jest dla lideréw,
ktérzy chcg przejs¢ od eksperymentéw z Al do
mierzalnej poprawy w dostarczaniu
oprogramowania. Raport pokazuje, gdzie
obecnie znajduje sie rynek i identyfikuje
sygnaty istotne dla Al w cyklu wytwarzania

oprogramowania (SDLC).

Jedng z najwazniejszych czesci raportu jest
przedstawienie, jak Sii podchodzi do
skalowania Al w praktyce: od modelu
dojrzatosci Al-native SDLC, przez governance i
bezpieczenstwo, po wykorzystanie metod
kontrolowania pracy agentow. Raport
przedstawia takze wyniki wtasnych

eksperymentow Sii w tym obszarze.

W sekcji: ,Plan dziatan dla lideréw na 6-12
miesiecy” znajduje sie praktyczny plan do,
ktorego mogg przejs¢ bezposrednio
czytelnicy, ktérzy poszukujg gtéwnie

konkretnych kolejnych krokdw.

Wiekszos¢ organizacji zaczeta od
produktywnosci deweloperéw: generowania
kodu, analizy kodu, debugowania,
dokumentacji i testow jednostkowych. Te
przypadki uzycia sg wazne. Sg widoczne i
tatwe do pilotazu. Jednak w sytuacji gdy
liderzy patrzg wytgcznie na lokalne
przyspieszenie pracy, moze prowadzi¢ do

fatszywego poczucia postepu.

Dostarczanie oprogramowania wykracza poza
samo tworzenie kodu. Jezeli Al przyspiesza
kodowanie, ale przeglad lub testowanie
dziatajg na starych zasadach, biznes nie

zauwaza duzej zmiany.

Tworzy to problem z metrykami sukcesu i nie
daje odpowiedzi na pytanie, czy Al faktycznie
poprawia przeptyw pracy w catym systemie

dostarczania oprogramowania.

Gtownym wyzwaniem drugiej po’rowy 2026 roku Jea]
roznica miedzy skalg adopcji Al a zdolnoscig
organizacji do wykazania jej wptywu na

dostarczang wartosc
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Kluczem do sukcesu jest zrozumienie, czy Al i dostarczajg oprogramowanie z ich pomoca.
faktycznie zmienia caty cykl wytwarzania Oznacza to szukanie praktycznych sygnatéw

oprogramowania, czy tylko wzrasta liczba pokazujacych, gdzie Al poprawia przeptyw,

uzytych narzedzi Al. Wiele organizacji ma juz gdzie tworzy nowe waskie gardta i gdzie przed

dostep do narzedzi Al. Kolejnym wyzwaniem skalowaniem potrzebne s silniejsze

jest zaprojektowanie sposobu, w jaki zespoty mechanizmy kontroli.

pracujg

Na co zwrdcic szczegdlng uwage:

. Asystenci oparci na sztucznej . Skalowanie Al w SDLC wymaga
o inteligencji stajg sie powszechnym e governance: wspolnych zasad
elementem pracy inzynierskiej. bezpieczenstwa i wykorzystania Al.
. Testowanie i kontrola jakosci to istotne O tym, czy adopcja Al pozostanie zbiorem
obszary zastosowan Al w najblizszej lokalnych eksperymentdéw, czy stanie sie
przysztosci. powtarzalnym modelem pracy, zdecyduje

sposéb budowy i rozwoju platform

' Agenci Al przechodzg od fazy deweloperskich.
demonstracyjnej do wspierania

prawdziwych proceséw.

Realny wptyw Al w SDLC coraz czesciej wynika z usprawniania systemu dostarczania

oprogramowania, a nie wyfgcznie z przyspieszania samego tworzenia kodu.

Gtéwna teza

Realna wartos¢ Al w SDLC pojawia sie, gdy
poprawa produktywnosci pojedynczych zadan

przektada sie na usprawnianie catego cyklu
wytwarzania oprogramowania




1. Sytuacja na rynku

W wielu zespotach deweloperskich Al przestata Od tworzenia przypadkow testowych i

by¢ rozwigzaniem eksperymentalnym i stata sie  porzgdkowania wymagan, przez prace z
elementem codziennej pracy. Co wazniejsze, jej  dokumentacjg systemowg, po analize
zastosowanie wykracza coraz bardziej poza incydentéw. Jest to wyrazny sygnat, ze

pisanie kodu. Kolejne role w procesie adopcja Al przesuwa sie z pojedynczych zadan
dostarczania oprogramowania wspierane sg za deweloperskich na szerszy przeptyw pracy w

pomocg Al. SDLC.

Ponad 50% respondentow badania Gartnera wykorzystuje sztuczng
‘ | inteligencje do pisania i rozumienia kodu, debugowania,
w & generowania dokumentow oraz tworzenia przypadkow testowych

Gartner, How to Maximize the Impact of Agentic Al in the SDLC, 19 stycznia 2026.

Zgodnie z badaniem Gartnera — 66% respondentow
wykorzystujgcych Al w co najmniej 10 przypadkach uzycia
deklarowato poprawe szybkosci wprowadzania zmian na rynek.

Gartner, How to Maximize the Impact of Agentic Al in the SDLC, 19 stycznia 2026.

Wdrozenie narzedzi jest faktem. Sukces jest mniej pewny.

Wiele firm dodato narzedzia Al do procesu pracy miedzy zespotami lub cztonkami zespotu,
dostarczania oprogramowania bez oczekiwanie na zatwierdzenie, kolejki
przeprojektowywania sposobu, w jaki ten przegladow i ograniczenia zwigzane z

proces dziata. Zespoty mogg szybciej dostarczaniem. W rezultacie mamy do
generowac kod, tworzyc testy i czynienia z fragmentarycznym wdrozeniem, a
podsumowywac incydenty, ale czesto w nie z przemodelowanym systemem

dalszym ciggu wystepujg czasochtonne dostarczania oprogramowania.

przekazania




W tej samej organizacji czesto dochodzi do Zespot korzysta ze wspdlnych promptow,

sytuacji, w ktérej jeden zespot intensywnie instrukcji i kontekstu projektu oraz mierzy
korzysta ze sztucznej inteligencji, inny jej efekty wdrozenia Al.
unika, a trzeci eksperymentuje poza oficjalnie Na najwyzszym poziomie agenci realizujg
zatwierdzonymi narzedziami. Polityki sg prace wieloetapowa, a zasady sg
niejasne, a wskazniki czesto sledzg wytgcznie egzekwowane technicznie poprzez

wykorzystanie narzedzi, zamiast skupiac sie monitoring, bramki decyzyjne i kontrole

na miarach dotyczacych dostarczania jakosci.

oprogramowania. Utrudnia to ustalenie, czy

sztuczna inteligencja faktycznie poprawia Wykonywanie zadan ®
przeptyw, jakosc¢ lub kontrole ryzyka. przez agentéw

W tej sytuacji przydatne jest podejécie Agenci Al obstugujg ograniczone zadania z

dost d dzi: aktualizujg zaleznosci
rozrézniajgce poziomy adopcji Al w cyklu R L L
. . tworzg pull requesty, klasyfikujg luki w
rozwoju oprogramowania:
zabezpieczeniach, utrzymuja testy,
Na pierwszym poziomie Al wspiera s
przygotowujg dokumentacje. Wiekszosé
pojedyncze zadania programistéw, ale dziata S o _ _
organizacji plasuje sie pomiedzy wsparciem
w jasno okreslonych ramach: z uzyciem ) , A=y
zadan a wsparciem przeptywu pracy. Niektore

zatwierdzonych narzedzi, wedtug zasad sl reelie e medn [ SEEe

dotyczacych danych i utrzymywanych Niewiele jednak jest gotowych na szerokg

instrukcji. Odpowiedzialnos¢ za rezultat nadal autonomie. Sii dostrzega ten sam schemat w

w petni spoczywa na czfowieku. rozmowach z klientami. Czesciej pada pytanie

Kolejny etap zaczyna sie wtedy, gdy
korzystanie z Al przestaje by¢ indywidualnym
nawykiem i staje sie wspdlng, powtarzalng

praktyka zespotu w wybranych fazach SDLC.

Whniosek

,ktore narzedzie Al powinnismy kupic?”, a
rzadziej ,jak-wykorzysta¢ Al bez utraty kontroli

nad jakoscig dostaw, bezpieczenstwem i

 kosztami?”.

Rynek wyszedt juz poza faze podstawowej ciekawosci wobec

sztucznej inteligencji. Teraz najtrudniejszym zadaniem jest
zaprojektowanie efektywnej adopciji.
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2. Putapka produktywnosci

Najprostszg narracjg o Al jest przyspieszenie
kodowania. Jest to jednak niepetny obraz.

To, ze deweloper moze szybciej zakonczyc
zadanie dzieki Al, nie oznacza, Ze organizacja
szybciej dostarcza oprogramowanie. Praca
nadal musi przejs¢ przez etap przegladu kodu,
testy, kontrole bezpieczenstwa, dostarczanie i
przygotowanie do wdrozenia na srodowisko
produkcyjne.

Przyspieszenie jednego etapu nie usuwa
ograniczen catego procesu. Szybsze
kodowanie moze po prostu zwiekszy¢ kolejke
do review, wiekszy wolumen zmian obcigzy¢
QA, a pdine kontrole bezpieczenstwa
wygenerowac wiecej poprawek tuz przed

wydaniem.

Podobnie reczne zatwierdzenia mogg nadal
spowalniac release, nawet jesli wczesniejsze

etapy zostaty skutecznie zautomatyzowane.

W ten sposéb wiele wdrozen Al traci
wiarygodnos¢ raportujgc adopcje narzedzi,
liczbe promptéw lub zaoszczedzony czas w
izolowanych zadaniach. Liderzy pytaja
woweczas, dlaczego czas realizacji, wskazniki
defektéw ani przewidywalnos¢ wdrozen nie

ulegty poprawie.

Odpowiedz jest zazwyczaj prosta: Al byta
stosowana tam, gdzie byto najtatwiej, nie tam,

gdzie system miat waskie gardta.

Gdzie praca czeka najdtuzej? e

Ktére przekazania pracy powodujg opdznienia? e

Ktore kontrole prowadzg do poprawek
i ponownej pracy?

Ktorzy eksperci sg przecigzeni? a

Gdzie Al zmniejsza ryzyko, zamiast tylko
zwiekszad ilos¢ wykonanej pracy?




Zespot ze stabym pokryciem testami kodu i wsparcia w modernizacji. Zespot w

automatycznymi moze zyskac wiecej na Srodowisku podlegajgcym $cistym regulacjom

wspieranym przez Al generowaniu testéw, niz doceni pomoc w generowaniu dokumentacji i

na autouzupetnianiu kodu. Zespdt pracujgcy zapewnianiu zgodnosci.
ze starszymi systemami (legacy) odniesie

wieksze korzysci z wyjasniania

Whiosek

Szybsze kodowanie ma wartos¢ tylko wtedy, gdy reszta systemu
dostarczania jest w stanie je obstuzyc.

3. CO MIERZYC?

Metryki dotyczgce Al czesto skupiajg sie na niewtasciwych
obszarach. Liczba promptéw, zaakceptowanych sugestii czy.
wygenerowanych linii kodu pokazujg aktywnos¢, ale nie
wartosé. Nie méwia liderom, czy oprogramowanie szybciéj
trafito do uzytkownikow, czy wzrosta jakos¢, aniiczy zespoty

tracg mniej czasu na poprawki.
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Praktyczny model pomiaru powinien obejmowac cztery obszary.

Jako$¢€ i ryzyko: Czy zmienit sie wskaznik
przepuszczanych btedéw? Czy spadta
koniecznos¢ wprowadzania poprawek? Czy

wzrosta stabilnos¢ testow?

Przeptyw (Flow): Czy skrdcit sie czas
realizacji zadania? Czy spadt czas
przegladu kodu? Czy poprawit sie cykl
dostarczania? Czy zadania krdocej czekajg w

kolejkach?

Adopcja: Kto uzywa Al? Jakich
narzedzi? W jakich zespotach? Do
jakich zadan w SDLC?

Doswiadczenie deweloperdéw i wyniki
biznesowe: Czy deweloperzy zgtaszajg
mniej zmudnej pracy? Czy poprawit sie
proces wdrazania pracownikow? Czy

klienci szybciej otrzymujg zmiany?

W przypadku przeptywoéw agentowych konieczne s3

dodatkowe kontrole:

@ Jak czesto zmiany wygenerowane przez Al przechodzg weryfikacje za pierwszym podejsciem?

©® Jakczesto cztowiek musi poprawiac wyniki pracy Al?

©@ Czy kontekst projektu uzywany przez Al jest aktualny?

(@ Ktdre procesy agentowe posiadaja jasne kryteria akceptacji?

© Ktodre akcje sg logowane i mozliwe do audytu?

Whiosek

Celem nie jest tworzenie obcigzen biurokratycznych, lecz
zaprzestanie mylenia aktywnosci z postepem.
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4. Od asystentéw do agentéw

Asystenci Al pomagajg ludziom wykonywac Agent potrafi przeanalizowac zgtoszenie,
zadania. Agenci Al prébujg samodzielnie zbadac pliki, wprowadzi¢ zmiany, uruchomic
realizowac ograniczony zakres prac. testy i przygotowac pull request. Moze dziatac
Rdznica jest znaczgca. Asystent potrafi w tle, podczas gdy deweloper skupia sie na
wyjasni¢ metode, zasugerowac test czy innym zadaniu. Zmienia to role sztuczne;j
przygotowac szkic dokumentacji. Cztowiek inteligencji z pomocnika na aktywnego
zachowuje petng kontrole na kazdym etapie. uczestnika przeptywu pracy.

W potowie 2026 r. typowe scenariusze
agentowe obejmuja:

@ przygotowywanie pull requestow; podsumowania z przegladéw kodu;

® generowanie i utrzymywanie
testow;

aktualizacje dokumentacji;

podsumowania incydentow;
© aktualizacje zaleznosci;

ORSCRNON NG

propozycje refaktoryzacji.
©® naprawianie luk bezpieczeristwa;

Nie oznacza to, ze cykl SDLC staje sie w petni autonomiczny.
Ograniczenia pozostajg wyrazne: niepetny kontekst, stabe zrozumienie

domeny, ryzyka zwigzane z bezpieczenstwem i licencjonowaniem,

niedopasowanie architektoniczne oraz trudnosci w audytowaniu

decyzji podejmowanych przez maszyny.




Sciezka dojrzatosci w standardzie
Sii Al-native SDLC:

Poziomy i kryteria przejscia sg elementem standardu Sii Al-native SDLC. Stuzg
do podejmowania decyzji o zwiekszaniu autonomii w ocenianym zakresie.

L1 Assisted:

j Wsparcie zadan przy zatwierdzonych narzedziach, zasadach danych, utrzymywanych instrukcjach
i ludzkiej odpowiedzialnosci.

L2 Integrated:
? Wspdlna, powtarzalna praktyka zespotu w wybranych fazach SDLC, utrzymywane zasoby i pomiar
wzgledem baseline’u.

L3 Al-native:

Wieloetapowa praca agentowa, techniczne egzekwowanie standardu, monitoring, bramki
cztowieka oraz trwate dowody jakosci i wynikdow.

oN,

Poziomy sg kumulatywne. L3 wymaga m.in. co najmniej dwéch kolejnych okreséow
pomiarowych bez wzrostu wskaznikow defektow i reworku wzgledem baseline’u oraz
bez incydentu produkcyjnego przypisanego zmianie Al, ktora przeszta review. Dowod
dotyczy ocenianego zakresu.

Dojrzatosc ustugi i autonomia zadania to odrebne decyzje. Dobrze dziatajgca ustuga

moze celowo pozosta¢ na L1 lub L2, a pojedyncza osoba korzystajaca z
zaawansowanego agenta nie czyni zespofu Al-native.

Whiosek

Agenci sprawdzajg sie najlepiej tam, gdzie zadanie ma jasne

granice, petny kontekst jest dostepny, a proces weryfikacji
przez cztowieka jest wbudowany w system.
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5. Model kontra ,,uprzaz”

Najlepsze modele Al coraz mniej réznig sie Coraz wieksze znaczenie ma wiec

miedzy sobg pod wzgledem jakosci. W korporacyjna warstwa, ktdra steruje praca
praktyce oznacza to, ze sam wybdr dostawcy modelu i osadza go w kontekscie konkretnego
przestaje by¢ gtownym zrodtem przewagi projektu: dostarcza wiedze domenowg,
konkurencyjnej. Wiodgce modele osiggaja zasady architektoniczne, standardy pracy,
dzi$ zblizony poziom w zadaniach ograniczenia, mechanizmy kontroli, budzety
programistycznych - réznice czesSciej dotyczg oraz reguty kierowania zadan. Te warstwe
sposobu dziatania i szczegotow niz samej klasy okresla sie mianem ,harnessu”, lub ,meta
mozliwosci. harnessu” albo po prostu ,uprzezy”.

»Przewaga nie jest w modelu Al, a w sposobie jego integracji z
| ‘ procesem, narzedziamii wiedzg”

Whiosek z 11-dniowego eksperymentu Sii: 70 ticketow,
3 projekty produkcyjne, petna telemetria.

Wraz z dojrzewaniem modeli rosnie
znaczenie harnessu

Rozrdéznienie miedzy modelem a harnessem Z harnessem zadanie przechodzi przez

ma bardzo praktyczne znaczenie. Bez zdefiniowany proces: planowanie,

harnessu praca z agentem przypomina implementacje, testy i przeglad, z jasno
rozmowe: cztowiek zadaje pytanie, agent okreslonymi punktami kontroli miedzy
odpowiada, a cztowiek ocenia wynik. kolejnymi etapami. Model odpowiada za
Wszystko odbywa sie krok po kroku i bez rozumowanie, a harness pilnuje, by jego
gwarancji, ze ten sam proces zostanie dziatania pozostaty w okreslonych ramach i nie
wykonany w powtarzalny sposob. prowadzity do niekontrolowanych zmian w

kodzie.




Harness odpowiada za szes¢ rzeczy: obserwacje otoczenia, dostarczanie kontekstu, kontrole

dziatan, ich wykonanie, pamiec stanu i weryfikacje wynikow.
Skuteczny harness opiera sie na trzech filarach.

Kontrakty i bramki
m Odpowiedz agenta ma z gory ustalong forme (np. JSON), a nie swobodny opis.
- Jesli czegos brakuje lub wynik jest niejednoznaczny, proces sie zatrzymuje —
agent nie zgaduje. Cztowiek zatwierdza tylko dwa momenty: plan i scalenie

kodu. Pozostate kroki sg zautomatyzowane, ale nie pozostajg bez nadzoru.

Routing i ekonomia

%‘;\L’é Kazdg role — planowanie, implementacje, przeglagd — obstuguje model dobrany
- do zadania i do budzetu. Koszt jednego zadania ma twardy limit, a jego
przekroczenie przerywa prace, zamiast otwierac nieograniczony rachunek.
Audytowalnos¢
.-g%\\g. Po kazdym przebiegu zostaje petny zapis: plan, podjete decyzje, koszt i log

dziatan. Nadzér nie jest wiec zapisem w polityce, ale naturalnym efektem

tego, jak zbudowano proces.

Dwie warstwy — model i harness - muszg dziata¢ razem: agent wykonuje zadanie, a harness
wyznacza granice i sprawdza rezultat.

Liczba bramek ludzkich powinna wynikac przede wszystkim z poziomu ryzyka, zakresu uprawnien
i stopnia izolacji Srodowiska. W izolowanym harnessie, w ktérym agent dziata w granicach
zatwierdzonego planu, liczba wymaganych decyzji cztowieka moze by¢ mniejsza. W Srodowisku

deweloperskim lub przy szerszych uprawnieniach potrzebne sg dodatkowe punkty kontroli.

Whniosek

Harness nie zastepuje modelu — steruje jego dziataniem.
To harness w duzej mierze decyduje o skutecznosci agenta.
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Harness dopasowany do potrzeb organizacji

Jak pokazujg badania, skutecznos$¢ narzedzia lezy nie tyle w samym modelu Al, co w zbudowanym
wokot niego harnessie i dopasowaniu do domeny projektu (Guo iin., 2026, arXiv:2606.20683).
Whnioski te potwierdza eksperyment przeprowadzony wewnatrz Sii, gdzie rozbudowalismy Claude
Code — harness dostarczany przez Anthropic — o wtasne devkity, integracje zrédet danych,
subagentow oraz integracje wewnetrznych narzedzi. W ten sposéb 86% ticketéw przeszto petny
proces bez interwencji cztowieka poza zdefiniowanymi bramkami, wobec 33% przy bazowej

konfiguracji Claude. Code.

o Wskaznik dostarczenia: 86%

60 z 70 ticketow przeszto petny proces zgodnie ze standardowg $ciezka.
Pozostate zostaty zatrzymane na konkretnym etapie, z jasno wskazang

przyczyng — zaden nie zakonczyt sie bez wyjasnienia.

A Koszt: Srednio 6,11 USD za dostarczony ticket

Mediana kosztu wyniosta 2,96 USD, a najdrozszy ticket kosztowat 31,21
USD. Wyzszy koszt nie wynikat jednak z wiekszej trudnosci, lecz z szerszego
zakresu zadania. Dlatego podziat duzych ticketéw przed rozpoczeciem pracy

jest jedng z najprostszych i najtariszych metod optymalizacji procesu.

A Skala autonomii: 9,7x
536 wywotan agentéw przy 55 decyzjach cztowieka. Z naszych obserwacji
wynika, ze w modelu ,,agent + prompt” proporcja zblizona jest do 1:1,
poniewaz niemal kazdy krok agenta wymaga reakcji cztowieka. Harness

automatyzuje te petle i ogranicza liczbe punktdw, w ktérych potrzebna jest

interwencja.
Zero cichych awarii
& Y

Kazde zatrzymanie miato jasno wskazang przyczyne technicznga. Proces
dziata w trybie fail-closed: brak pozytywnej weryfikacji oznacza zatrzymanie,

a agent nie zatwierdza wtasnej pracy.
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g@&g Najlepiej sprawdza sie w projektach typu Brownfield

Istniejgcy produkt, staty naptyw ticketdw i wiele osdb pracujgcych rownolegle.
Najwazniejsze sg jakos¢, przewidywalnos$é i kontrola nad kazdym zgtoszeniem - nie

szybkos$¢ pierwszej zmiany w kodzie.

s Nie zawsze warto: Greenfield solo

Jedna osoba, szybki prototyp i prosty cel: jak najszybciej uruchomi¢ dziatajaca
aplikacje. W takim scenariuszu bramki, dodatkowe artefakty i limity moga

generowac wiecej narzutu niz realnej wartosci.

Harness nie rozwigzuje problemu stabo przygotowanych ticketéw ani zadan
wymagajacych eksploracji — te nadal pozostajg po stronie ludzi. Zmienia sie natomiast
rola dewelopera: mniej czasu poswieca na pisanie kodu, a wiecej na precyzyjne
definiowanie zadan i ocene pracy agenta. Odpowiedzialnos¢ przesuwa sie tam, gdzie
cztowiek nadal ma przewage: w okreslaniu intencji i podejmowaniu decyzji.
Eksperyment pokazuje, ze kontrolowany proces agentowy moze dziata¢ na projektach
produkcyjnych, z interwencjg cztowieka ograniczong do okreslonych bramek oraz
pomiarem kosztow na poziomie ticketu. Nie porownuje jednak czasu ani petnego
kosztu dostarczenia z procesem bez agentow i nie stanowi benchmarku dla innych

typow projektow.

Whniosek

Harness rozszerza mozliwosci modelu, zapewniajgc kontrole,

powtarzalnosc i dostep do kontekstu domenowego —
szczegolnie w wiekszych, ztozonych projektach.
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Kompetencje: Rola dewelopera zmienia sie -
mniej czasu moze zajmowac samo pisanie
kodu, a wiecej - precyzyjne definiowanie
zadan, weryfikacja rezultatéw i audyt pracy

agenta.

Security: Agent powinien mie¢ dostep tylko
do tego, czego naprawde potrzebuje —
konkretnych repozytoridow, narzedzi i
Srodowisk. Wrazliwe dane mogg pozostac
wewnatrz organizacji, a wybrane zadania

mogg by¢ kierowane do modeli lokalnych.

Cztery filary skalowania agentow SDLC

Governance: Zasady dziafania agenta
muszg by¢ zapisane w procesie: kto
zatwierdza plan, kiedy agent moze
rozpoczgc prace, co wymaga akceptacji

cztowieka i co zostaje zapisane do audytu.

Koszty: Budzet powinien dziatac jak
bezpiecznik: limit na zadanie, kontrola
kosztu na kazdym etapie i automatyczne
zatrzymanie po przekroczeniu ustalonego
progu. Koszt powinien byc¢ znany przed

uruchomieniem, nie dopiero na koniec.

W praktyce przy skalowaniu agentéw wracajg te same pytania:

@ Kto zatwierdza plan, zanim agent zacznie dziataé?

© Cosie dzieje, gdy agent przekroczy budzet?

@ Czy da sie odtworzy¢, dlaczego dana zmiana trafita na produkcje?

©@ Czy wrazliwe dane moga pozostac lokalnie, zamiast trafia¢ do chmury?

@ Czy koszt zadania jest znany przed jego uruchomieniem?

Wybdor modelu jest decyzjg taktyczng. Warunki skalowania —

strategiczng.

Whniosek

Wraz z dojrzewaniem modeli coraz wieksza czes¢ przewagi

przesuwa sie do systemu wokét modelu - harnessu,
kontekstu, kontroli i sposobu organizacji pracy.
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6. Co dziata w SDLC

Al moze wspierac caty SDLC, ale jej wartos$¢, dojrzatosé i ryzyko réznig sie w zaleznosci
od etapu procesu.

Odkrywanie i wymagania
Na tym etapie Al pomagé przede wszystkim uporzgdkowac
informacje: streszcza materiaty od interesariuszy, grupuje feedback

||£s\ s
@

A i wychwytuje niejasnosci. Moze tez przygotowac szkic historyjek
uzytkownika lub kryteriow akceptacji, ale decyzje produktowe
nadal wymagajg oceny cztowieka.

Architektura i projektowanie

W pracy architektonicznej Al przydaje sie do analizy dokumentacji,
§ przygotowania szkicow ADR-6w, mapowania zaleznosci i oceny wptywu

zmian. Ostateczna decyzja nalezy jednak do architekta, bo wybory

projektowe przektadajg sie na koszt, bezpieczerstwo i tatwosc

utrzymania systemu.

Kodowanie

= Najbardziej widoczny efekt Al pojawia sie dzi$ w codziennej pracy z

kodem: jego generowaniu, wyjasnianiu legacy, refaktoryzacji,
debugowaniu i tworzeniu testow jednostkowych. Korzysé szybko znika,
jesli pozornie poprawny kod trafia dalej bez rzetelnego przegladu.

e Testowanie i jakosc
i | Testowanie daje szerokie pole do zastosowania Al - od generowania
.? przypadkdéw i danych testowych po szkice automatyzacji, analize btedow i

utrzymanie testow. To praktyczny obszar takze dlatego, ze rezultat mozna
stosunkowo fatwo zweryfikowac i zmierzyc.
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Bezpieczenstwo

W obszarze bezpieczenstwa Al moze przyspieszy¢ analize zaleznosci,
%fa"é klasyfikacje luk, modelowanie zagrozen i przygotowanie zalecen
dotyczacych bezpiecznego kodowania. Te zastosowania wymagajg jednak
szczegdlnie doktadnej weryfikacji, bo btedna rekomendacja moze

zwiekszy¢ ryzyko zamiast je ograniczyc.

DevOps i operacje

W DevOps Al sprawdza sie przede wszystkim tam, gdzie trzeba szybko

ﬁ przetworzy¢ duzg ilos¢ informacji: przygotowac opis dostarczenia, podsumowac
090 . a . ; 2.¢
afn) incydent, wesprzec postmortem lub przeanalizowaé¢ dane obserwowalnosci.

Najwieksza wartos¢ wynika dzis$ z ograniczenia powtarzalnej analizy i szybszego

dotarcia do istotnych informacji, a nie z petnej autonomii.

Najlepszy punkt startowy jest zalezny od potrzeb organizacji.

Firma produktowa ze stabym odkrywaniem wymagan moze zacza¢ od
wsparcia rozpoznawania potrzeb uzytkownikéw. Instytucje finansowe
od wsparcia compliance. Duza organizacja inzynierska od wsparcia

testowania, dokumentacji lub przeglagddéw kodu.

Whniosek

Przypadki uzycia nalezy dobierac¢ wedfug ograniczen w procesie

dostarczania, nie wedtug aktualnych trendow.
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7. Testowanie jako praktyczny
punkt wejscia

Testowanie zastuguje na osobng uwage. Ma powtarzalny charakter,

jasne kryteria weryfikacji i mierzalne wyniki. Wptywa tez bezposrednio

na przeptyw dostarczania - gdy testowanie jest wolne lub niestabilne,

wzrost szybkosci kodowania niewiele pomaga.

Al moze pomagac zespotom QA w:

©

©

generowaniu przypadkow testowych;
tworzeniu danych testowych;
przygotowywaniu skryptow automatyzacji;
analizowaniu nieudanych testow;
utrzymywaniu zestawow regresji;
identyfikowaniu luk w pokryciu kodu;

wspieraniu samonaprawiania sie automatyzacji testow.



Publiczne materiaty Sii oparte o wewnetrzne eksperymenty i rozwigzania zwigzane z
testowaniem wskazujg wtasnie te kierunki. Skupiamy sie na automatycznym tworzeniu
testow i jakosci testéw wspieranych przez Al - nie wytgcznie na szybkosci. Wygenerowany
test musi skutecznie weryfikowac zachowanie systemu. Szybki test sprawdzajgcy

niewtasciwe zachowanie wprowadza szum, nie wartos¢.

>> Badanie Sii Testing Lab — sprawdzamy ,Al Boom” w automatyzacji testow

Od automatyzacji do autonomii: Ewolucja w kierunku Agentic Testing na
przyktadzie mabl

>

Al w pracy Test Developera — co naprawde zmieniajg Codex, Claude Design, |
Claude Opus 4.7, Codex Security i Claude Mythos

>

>> Leveraging Al and Playwright for Efficient Ul & API Testing

Al nie eliminuje testerdw, ale zmienia ich prace. Testerzy spedzajg mniej czasu na
powtarzalnych zadaniach, a skupiajg sie bardziej na ryzyku, pokryciu kodu, logice

walidacji i przegladzie.

Testowanie moze by¢ dobrym pierwszym obszarem skalowania tam, gdzie stanowi
istotne ograniczenie przeptywu. Jego zaletg sg powtarzalne zadania, stosunkowo jasne

kryteria weryfikacji i mozliwos¢ pomiaru rezultatow.

Whniosek

Testowanie wspierane przez Al dziata najlepiej, gdy
testerzy pozostajg odpowiedzialni za logike jakosci.
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8. Zarzadzanie i nadzor sprawowany
przez ludzi

Oprogramowanie wytwarzane z pomocg Al agent zmieniajacy pliki, wywotujgcy narzedzia
nie moze skalowac sie wytgcznie na zaufaniu. czy tworzgcy pull requesty to zupetnie co
Ryzyko ro$nie wraz z autonomig — sugestia innego. Moze wptywac na dostarczane

kodu to jedno, artefakty, a posrednio i na systemy produkcyjne.

Najwazniejsze ryzyka

» ukryte zaleznosci » staba sciezka audytu
>> nhiepoprawny kod » prompt injection

>> niespdjne standardy >> rozrost narzedzi

»  niezabezpieczony kod » rosngce koszty modeli
>> wyciek danych >» hadmierne poleganie

na wynikach Al.

»  naruszenie licencji lub
wtasnosci intelektualne;



Uzyteczny model zarzagdzania
odpowiada na konkretne pytania:

. . Ktére narzedzia sg zatwierdzone?

* Jakich danych mozna uzywac?

* Jakie przypadki uzycia sg dozwolone?

» Ktére zadania wymagajg zatwierdzenia przez

cztowieka?
e Ktore wyniki wymagajg automatycznych kontroli?
* Jak rejestrowane sg zmiany wspierane przez Al?

* Kto odpowiada za ryzyko?

Nadzér przez cztowieka powinien by¢ Systemy krytyczne wymagajg $cistych zasad,
dostosowany do charakteru pracy. standarddw i kontroli.

Praca powtarzalna i niskiego ryzyka moze Ma to szczegdlne znaczenie w srodowiskach
funkcjonowac¢ w modelu human-on-the-loop. regulowanych, systemach ewidencji, logice
Praca sredniego ryzyka wymaga punktow finansowej, logice autoryzacji, przetwarzaniu
kontrolnych. Praca wysokiego ryzyka wymaga danych wrazliwych i kluczowej wtasnosci
zatwierdzenia przez cztowieka intelektualne;.

(human-in-the-loop).

Whniosek

Im wiekszg autonomie otrzymuje sztuczna inteligencja,
tym bardziej przejrzyste muszg by¢ mechanizmy kontroli.




9. Governance dla Sii Al-native SDLC

Polityka ma wartos¢ wtedy, gdy przektada sie na decyzje, narzedzia lub cztowieka. Kazde

istotne ryzyko ma przypisang kontrole i wtasciciela — juz w fazie pilotazu.
Trzy grupy mechanizméw zamieniajg zasady w decyzje.

Dane i dostep

j Zatwierdzony punkt dostepu do modelu, ograniczony zakres kontekstu, zakaz
przekazywania sekretéw. Agent pracuje na tozsamosci z minimalnymi
uprawnieniami.

Zatwierdzanie i kontrola wyniku

? Dziatanie wymagajgce zgody ma wskazanego cztowieka, zakres akceptacji i
zapis decyzji przed wykonaniem. Wynik sprawdzajg testy, skanery i niezalezne
kryteria akceptacji.

Zatrzymanie i odtworzenie przebiegu
Q Limity prob, czasu i kosztu przerywajg prace. Zapis przebiegu obejmuje wersje
|\ modelu i konfiguracji, Zrodta, wywotania narzedzi, wyniki kontroli i decyzje —
bez sekretow w logach.

Odpowiedzialno$¢ powinna by¢ przypisana imiennie: Delivery Manager odpowiada za ustuge i
rollout, Solution Architect za strone techniczng, a eksperci domenowi, QA i bezpieczenstwo

dostarczajg kryteria oraz ocene. Agent nie przejmuje odpowiedzialnosci za zaakceptowany rezultat.

Whiosek

Zabezpieczeniem nie jest instrukcja w prompcie, lecz uprawnienia
i proces akceptacji.
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Gdzie powstaje ryzyko

>>

>>

>

>

>

>>

10. Bezpieczenstwo w pracy z agentami

Agent, ktory czyta pliki, wywotuje narzedzia i Jednym z istotnych ryzyk praktycznych jest
tworzy pull requesty, rozszerza powierzchnie prompt injection: dokument, zgtoszenie lub
ataku systemu dostarczania. Filtr odpowiedzi plik repozytorium moze zawierac instrukcje
modelu nie jest wystarczajgcg kontrola. probujacy przekierowac dziatanie agenta.

prompt injection »  zatrucie kontekstu
wyciek sekretow » podatne zaleznosci
nadmiar uprawnien »> brak sladu audytu
nieznane integracje » sekrety w logach
dane poza firmg s> brak oceny po zmianie

modelu

dostep do produkgji



Cztery mechanizmy, ktore ograniczajg skutki btedu agenta.

Uprawnienia: agent dziata na tozsamosci z Izolacja: odseparowane srodowisko, bez
minimalnymi uprawnieniami; jawnie dostepu do produkgcji i sekretow. Git, Cl i
dopuszczone polecenia, repozytoria i uprawnienia trzyma harness.

integracje.

Integracje: APl i MCP wymagajag osobnej Dane: zatwierdzony punkt dostepu do

kontroli uprawnien. Samo potaczenie nie modelu, ograniczony zakres kontekstu,

nadaje prawa do dziatania. zakaz sekretow. Routing dopuszcza modele

lokalne.

Praktyki, ktore utrzymujg te mechanizmy skutecznymi:

Tresc¢ pobierana przez agenta to dane o okreslonym poziomie zaufania.
Slad audytowy obejmuje przebieg i decyzje, ale nigdy sekretéw.
Po zmianie modelu, instrukcji lub integracji powtorz zestaw ocen.

Brak zgody na przetwarzanie danych zatrzymuje prace na danych klienta.

ONONONONOC)

Powrdt do nadzorowanego trybu pracy musi by¢é mozliwy w kazdej chwili.

Bezpieczenstwo agentowe zalezy przede wszystkim od uprawnien, izolacji, konfiguracji i
mechanizmow egzekwowania zasad. Prompt moze wspierac¢ poprawne zachowanie, ale nie

powinien by¢ podstawowym mechanizmem bezpieczenstwa.

Whniosek

Filtr odpowiedzi modelu nie wystarcza — liczg sie uprawnienia,

izolacja i akceptacje.




11. Kontekst, kontrola i specyfikacja

Wraz ze wzrostem autonomii agentow rosnie znaczenie wiarygodnego kontekstu,

deterministycznych kontroli i jasnych kryteridow akceptacji.

Trzy praktyki zyskujg na znaczeniu.

Kontekst dla agentéw Al (context)
j Agenci potrzebujg decyzji architektonicznych, standardéw kodowania, regut
domeny, polityk bezpieczenstwa i instrukcji specyficznych dla repozytorium. Bez

kontekstu mogg generowacd kod dziatajgcy w izolacji, ktory nie pasuje do systemu.

Kontrole i guardrails (checks)
Artefakty wygenerowane przez Al powinny przechodzi¢ deterministyczne
2 kontrole: testy, analize statyczng, skanowanie bezpieczeistwa, sprawdzanie

zaleznosci, walidacje polityk i kontrole audytowe.

Specyfikacje (specification-driven development
W miare jak Al przejmuje wiecej zadar wykonawczych, wymagania i kryteria
8 akceptacji muszg byc¢ bardziej precyzyjne. Jesli organizacja nie potrafi opisac i

zweryfikowac pracy, agent nie jest w stanie jej niezawodnie zrealizowac.

Dokumentacja staje sie w ten sposob infrastrukturg. Decyzje architektoniczne, standardy i
kryteria akceptacji stajg sie zasobami uzywanymi zaréwno przez ludzi, jak i narzedzia.

Zanim zwiekszysz autonomie - popraw kontekst, kontrole i specyfikacje.

Whiosek

Jakos¢ wynikéw Al zalezy od jakosci kontekstu, w ktorym Al dziata.
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12. Wewnetrzna platforma deweloperska
jako podstawa skalowania

Oddolne eksperymentowanie z Al to dobry dobre praktyki, kontekst, reguty przegladdw,
pierwszy krok, ale niewystarczajacy do kontrole bezpieczenstwa, polityki danych i
osiggniecia skali w organizacji. Bez wspdlnych kontrola kosztéw. To prowadzi do

wzorcow zespoty rozwigzuja te same fragmentacji, ktérg platforma deweloperska

problemy osobno: dostep do narzedzi, moze ograniczyc.

Wewnetrzna platforma deweloperska
wspierana przez Al moze zapewniac:

* zatwierdzone narzedzia i modele; " ®

* wielokrotnie uzywalne przeptywy pracy; ’

* wskazowki dotyczgce repozytoriow; \ "‘-'-:,

* standardy kodowania i testowania; y?;;x‘ ‘."'Z—
* bezpieczne wartosci domysine; e

* kontrole CI/CD; \

* polityki jako kod (policy-as-code); N

* |logi audytowe;

* monitorowanie kosztow;

* integracje z portalem deweloperskim.
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Cel jest prosty: sprawi¢, by bezpieczna
Sciezka byta jednoczesnie Sciezkg
najtatwiejsza.

W przypadku agentow ma to jeszcze
wieksze znaczenie. Agenci potrzebujg
kontrolowanego dostepu do repozytoriow,
systemoéw sledzenia zgtoszen, pipeline'dw i
dokumentacji. Bez warstwy platformowe;j
przeptywy agentowe stajg sie trudne do
monitorowania i zarzadzania.

Zespoty platformowe mogg pakowac
przypadki uzycia Al jako wielokrotnie
uzywalne przeptywy pracy, np.: klasyfikacja
luk w'zabezpieczeniach, generowanie
testow, aktualizacje zaleznosci, informacje
o wydaniach czy aktualizacje

dokumentacji.

Whiosek

Adopcja Al skaluje sie, gdy zespoty otrzymujg wielokrotnie
uzywalne przeptywy pracy - nie tylko licencje na narzedzia.




13. Plan dziatan dla lideréw na 6-12 miesiecy

Liderzy nie muszg czekaé na petng autonomie. Potrzebujg krotkiej
i praktycznej agendy.

0-3 miesigce: Mapowanie. i koncentracja
. an'a‘p'uj, gdzie Al jest juz teraz uzyWéha. Uwzglednij zatwierdzone narzedzia i
nieuprawnione zastosowania (shadow Al).

. Z‘i‘de(ntyfikuj rzeczywiste waskie gardta. Sprawdz czas przegladoéw kodu, opdznienia w
~ testowaniu, kolejki kontroli bezpieczeristwa, zatwierdzenia wydan i zakres poprawek.

* Wybierz kilka przypadkdéw uzycia, ktore sg powtarzalne, weryfikowalne i mierzalne.
Dobrzy kandydaci to: generowanie testow, objasnianie kodu, dokumentacja,
doprecyzowywanie wymagan, klasyfikacja luk, informacje o wydaniach.

e Ustal metryki bazowe przed skalowaniem.

3-6 miesiecy: Pilotaz i governance
* Wprowadz kontrolowane pilotaze. Na poczgtku unikaj najbardziej ryzykownych
przeptywow pracy.

'« QOkredl zatwierdzone narzedzia, zasady dotyczgce danych, reguty przegladdw i
sprawdzania wymagan.

* Tworz wielokrotnie uzywalne przeptywy pracy. Nie pozwdl, by kazdy zespot
wymyslat wtasne podejscie.

* Mierz wyniki, a nie tylko wykorzystanie tokendw i narzedzi.

6—12 miesigcy: Skalowanie sprawdzonych rozwigzan

* Sprawdzone przypadki uzycia skaluj w catej organizacji.
*» Potacz przeptywy Al z repozytoriami, CI/CD i bramkami jakosci.

* Uruchom ograniczone przeptywy agentowe tam, gdzie ryzyko jest niskie, a wyniki tatwe do
weryfikacji.

* Popraw zarzadzanie kontekstem, automatyczne kontrole i specyfikacje.

Dostarczanie oprogramowania w erze sztucznej inteligencji
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e Gdzie Al jest juz teraz uzywana w naszym SDLC?

Pytania do zadania juz teraz

Ktére zastosowania sg zatwierdzone, a ktore to shadow Al?

Ktore waskie gardta ograniczajg dostarczanie?

Ktore przypadki uzycia Al skracajg czas oczekiwania lub ograniczajg poprawki?
Ktére wyniki wymagajg zatwierdzenia przez cztowieka?

Czy artefakty wygenerowane przez Al sg weryfikowane?

Czy adopcja Al jest wspierana przez wspolng platforme deweloperskg?

Czy mierzymy wptyw Al na dostarczanie?

Whiosek

Kolejny etap Al w SDLC powinien byc¢ praktyczny,
kontrolowany i mierzony.
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Podsumowanie:

Od eksperymentow
do dostarczania
opartego na Al

Zwyciezcami beda te firmy, ktére powigzg Al z
petnym przeptywem dostarczania wartosci,
jakoscig, bezpieczenstwem i wynikami
biznesowymi. Nie te, ktore jako pierwsze

wdrozyty najnowsze narzedzia Al.

Al moze ogranicza¢ powtarzalng prace. Moze
przyspieszac analize, testowanie,
dokumentacje i naprawe btedéw. Ale moze
tez tworzy¢ nowe ryzyka: stabe wyniki, ukryte
luki, nadmierne poleganie na Al i trudnosci z
weryfikacjg rezultatéw, braki zgodnosci z

regulacjami i wymaganiami.

Jednoczesnie ekonomika pracy agentéw
pokazuje skale potencjatu. W eksperymencie
Sii koszt dostarczonego ticketu wyniost 6,11
USD (mediana: 2,96 USD). Al nadal wymaga
kontroli i udziatu cztowieka, ale mozliwosc
wykonywania coraz wiekszej czesci pracy
inzynierskiej przy tak niskim koszcie zmienia

ekonomie wytwarzania oprogramowania.

Podejscie Sii jest praktyczne: zaczynaj od
rzeczywistych ograniczen SDLC, wybieraj
konkretne przypadki uzycia, mierz wyniki,
zachowuj ludzka odpowiedzialnos$¢ i skaluj
przez wielokrotnie uzywalne wzorce

dostarczania.

Dostarczanie oprogramowania w erze sztucznej inteligencji
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Gotowi na kolejny krok?
Porozmawiajmy o Al w SDLC

Poznaj nasze podejscie, oferte
i Sposob pracy naszych zespotow.

Marcin Mosiotek

Al Competency Center Lead

mmosmesu.p

tukasz Bieganski
Al Strategist

blegan5|sn.p
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